~

UNIVERSITE DE STRASBOURG

' m Université de Strasbourg ‘

de mathématique et d'informatique ‘

UNITE DE FORMATION DE RECHERCHE
MATHEMATIQUES ET INFORMATIQUE DE
STRASBOURG

MEMOIRE DE MASTER 2 MATHEMATIQUES
FONDAMENTALES
«EDP et apprentissage»

Controle optimal de modéle
elliptique, réduction de dimension
et apprentissage

Amer Jukic

Aotit 2022

Encadré par le Professeur Emmanuel Franck






Remerciements

En premier lieu je souhaite remercier Monsieur Emmanuel Franck,
mon directeur de mémoire, de m’avoir encadré pour ce projet, d’avoir
répondu a toutes mes questions, de m’avoir aidé dans ’écriture de ce
mémoire ainsi que dans 1’écriture du code mais aussi pour ses encou-
ragements qui m’ont permis de mener a bien ce travail.

J’adresse également mes remerciements a ma soeur qui est une source
d’inspiration et a mes parents pour leurs encouragements et leur sou-
tien tout au long de mes années d’études.

Je remercie mon pére de m’avoir transmis la passion pour les mathé-
matiques et la science. Je remercie ma meére pour tout le réconfort et
toute la clarté qu’elle m’a apporté durant mes années d’études.

Par-dessus tout je souhaite les remercier pour leur choix de quitter
mon pays d’origine, la Bosnie-Herzégovine, pour un meilleur avenir en
France car c’est ce choix qui m’a permis de réaliser mes études.

Je remercie également Zayneb pour son soutien et pour avoir relu plu-
sieurs fois mon mémoire méme si le sujet est compliqué a comprendre
pour une immunologiste.

Enfin, je remercie les membres du jury de ce mémoire de M2.



Table des matiéres

1 Controle optimal de modéle elliptique

1.1

1.2
1.3

Optimisation dans les espaces de Hilbert et

compléments d’optimisation convexe. . . . .

Controle pour un modele elliptique . . . . .

Partie numérique du controle optimal

1.3.1 Différences finies pour des problémes
de type elliptique en dimension 1 . .

1.3.2 Algorithme et résultats . . . . . . .

2 Reéduction de dimension

2.1
2.2

2.3

Décomposition en valeurs singuliéres (SVD)
Méthode POD (Proper orthogonal decompo-
sition) . ...
2.2.1 Projection de Galerkin . . . . . . ..
2.2.2  Application de la réduction a notre

équation . . . ... ...
Partie numérique, observation et vérification

3 Apprentissage

3.1
3.2
3.3
3.4
3.5

Définition d'un réseau de neurones . . . . .
Neural Galerkin . . . . . . .. . ... ...
Estimation de M (0) et F'(¢t,0) . . . . . ..
Discrétisation en temps . . . . . . . . . ..
Architecture de réseaux de neurones

3.5.1 CaleuldeU®) . . ... .. .. ...

8
12
19

19
20

25
26

27
28

29
32

36
37
38
39
40
40
40

3.5.2 Exemple numérique de Neural Galerkin 41






Introduction

La compréhension des phénomeénes qui nous entourent dans le monde réel ainsi
que dans la technologie est basée en grande partie sur I’étude des équations aux
dérivées partielles aussi appelées EDP. En effet, grace a la modélisation de diffé-
rents phénomeénes nous avons pu faire des avancées mathématiques conséquentes
et donc obtenir parfois des prévisions physiques avec une grande précision. Les
EDP apparaissent en dynamique des structures ou sont étudiées par exemple
les vibrations c’est-a-dire des oscillations mécaniques autour d’une position, mais
aussi en mécanique des fluides ainsi que dans certaines théories de la gravita-
tion, de I’électromagnétique ou méme des mathématiques financiéres. Dans tous
ces domaines les équations aux dérivées sont primordiales puisqu’elles modélisent
des phénoménes et nous permettent d’avoir des simulations ou des prévisions fu-
tures de ces phénomeénes. Les modélisations les plus courantes aujourd’hui sont la
simulation aéronautique, la synthése d’images ou la prévision météorologique.

Cependant dans la grande majorité des cas il est impossible de faire quelconque
prévision en raison de la nature complexe de I'EDP. Néanmoins grace a l’ap-
parition d’ordinateurs puissants nous sommes capables d’obtenir des solutions
approchées pour ces équations trés compliquées en utilisant des méthodes mathé-
matiques trés précises.

Ces équations aux dérivées partielles sont donc des équations différentielles dont
les solutions sont des fonctions inconnues qui dépendent de plusieurs variables. La
particularité d’'une EDP est que, sous certaines conditions peu strictes, elle peut
posséder plusieurs solutions. C’est pourquoi, dans la grande majorité des cas, on se
donne des conditions limites qui nous permettent d’identifier une solution précise
et donc de restreindre le domaine des solutions de I’équation.

Il s’agit donc des équations qui sont sous la forme suivante :

ou ou 8°‘u)
9 Baa " O

F(z,u, =0
avec u la fonction inconnue des variables (z1, ..., 24) appartenant & un ouvert de
R?, & valeur dans K¥ avec K =R ou C et a = (o, ..., ag) € N¢.

Dans cette étude nous allons porter un regard particulier sur les équations aux
dérivées partielles elliptiques. Il s’agit des équations de la forme Lu = f ou L
est un opérateur différentiel linéaire elliptique qui agit le plus souvent sur des
fonctions u € WHP(Q), Q un ouvert de RY, de la forme :

Lu = Z a;j ()07 ju(x) + Z bi(z)0u(x) + c(z)u(x)



avec A(x) = (a;;())1<ij<n qui est une matrice a coeflicients bornés satisfaisant
la propriété de coercivité :

N

>0 Z aij(x)§ > >\|§|2

ij=1
et f une fonction donnée qu’on appelle le terme source.

Les équations aux dérivées partielles elliptiques les plus typiques sont 1’équation
de Laplace représentée comme suit :

O*u(z,y) N O*u(x, y)

ox? Oy? =0

ou bien I’équation qui représente une déformation d’une membrane élastique :

0*u
—=— tclz)ulr) = f(x
i+ clwule) = f(2)
avec c(x) une caractéristique du matériau constituant le fil et f le chargement
auquel le fil est soumis.

Dans cette étude nous allons nous focaliser sur les équations aux dérivées par-
tielles elliptiques et plus particulierement sur le controle optimal, la réduction de
dimension pour ces équations et les résolutions par I'apprentissage profond. On
détaillera ces notions dans leurs sections respectives.

Pour commencer 1’étude nous allons dans un premier temps parler du controéle op-
timal de modéle elliptique ot nous allons introduire une méthode qui nous permet
d’avoir des conditions d’optimalités d'une équation donnée. Ces conditions sont
essentielles pour déterminer un controle. Nous allons ensuite parler d’'un moyen
pour calculer le contréle optimal de maniére numérique et nous allons vérifier ce
résultat. Dans un deuxiéme temps allons parler de la réduction de dimension pour
les équations aux dérivées partielles ot nous allons évoquer rapidement la décom-
position en valeurs singuliéres qui va nous étre utile pour parler des méthodes
de réduction telles que la méthode POD (proper orthogonal decomposition). On
va ensuite montrer une application concréte de la POD et mettre en oeuvre un
algorithme qui va nous permettre de trouver la solution optimale d’'une équation.
Pour finir, nous allons parler de 'apprentissage, en particulier d'une méthode pour
approcher les solutions des équations aux dérivées partielles qui vivent en grande
dimension.



1 Controéle optimal de modéle elliptique

La théorie du controle analyse les propriétés des systémes dynamiques sur les-
quels on peut agir au moyen d’un controle. Le but est d’amener le systéme d'un
état initial donné a un certain état final en respectant des critéres du systéme
en question. Autrement dit, il s’agit d’'un systéme dépendant d’un parameétre dy-
namique appelé le controle. L’objectif du contrdle optimal est de déterminer des
solutions optimales pour un certain critére d’optimisation. Par conséquent, ce sont
des fonctions qui sont généralement soumises a des contraintes.

Contrairement aux équations différentielles ordinaires il n’existe pas de méthodes
générales qui nous permettent de résoudre le probléme de controle d’'une équation
aux dérivées partielles. En effet, ces derniéres sont différentes par leurs natures
les unes des autres. Il n’existe donc pas de cadre général fournissant 1’existence,
I'unicité et la régularité d’une solution. Néanmoins, pour une EDP donnée il est
possible d’établir des conditions d’optimalités a la main a travers I’étude de 'état
adjoint. Lorsqu’on étudie une équation aux dérivées partielles on prend souvent
compte de la fonction coiit. Il s’agit d’une fonction qui nous permet de quantifier
I’écart entre les prévisions du modéle et I’observation réelle d’'un phénomeéne. Pour
calculer le controle optimal sur une EDP il faut alors faire de 'optimisation sur
la fonction cotit. Par conséquent, cela nous permet d’avoir un schéma de calculs
pour exprimer le gradient de la fonction cotlit associée a I’équation aux dérivées
partielles qui est essentielle pour 'optimisation.

Dans cette section nous allons commencer par donner quelques rappels sur 1’op-
timisation dans les espaces de Hilbert pour ensuite démontrer un théoréme qui
va nous permettre de trouver le controle optimal d'une EDP elliptique par la mé-
thode de ’adjoint. Nous allons ensuite résoudre le probléme du controle de cette
équation elliptique par un algorithme.

1.1 Optimisation dans les espaces de Hilbert et complé-
ments d’optimisation convexe.

Soit H un espace de Hilbert muni de la norme ||.|| et du produit scalaire (., .) et
U C H un sous-ensemble convexe fermé.

Dans ce qui suit, la convexité d’une fonctionnelle cotit donnée J est essentielle
pour étudier le probléme du contréle d’'une équation aux dérivées partielles.



Définition 1 Une fonction J : H — R est conveze st

Yu,v € HVO € [0,1], J(Ou+ (1 —0)v) < 0J(u)+ (1 —0)J(v)

Elle est strictement conveze si

Vu #v e H V0 €]0,1], J(Ou+ (1 —0)v) < 0J(u) + (1 —0)J(v)

A partir de la définition nous pouvons énoncer deux propositions qui nous seront
utiles pour la suite.

Définition 2 On dit que J est fortement convexe si et seulement si il existe un
a > 0 tel que pour tout u,v € U, V8 € [0, 1]

J(Ou+ (1 —0)v) <O0J(u)+ (1 —0)J(v) — %0(1 —0)||u —v|)?

Proposition 1 Soit J : H — R une fonction différentiable. Alors J est convexe
si et seulement st

J(u) > J(v) + (VJ(v),u—v)
Preuve : Soit u,v dans H. La fonction J est convexe si et seulement
JOu+ (1—=0)v) <0J(u)+ (1—20)J(v)
Ce qui peut s’écrire J(u + (1 — 0)v) — J(v) < 0J(u) — 0J(v)

Donc
J(v+0(u—v)—J(v)

0
En faisant tendre 0 vers 0 on a que J(Ou + (1 — 0)v) < 0J(u) + (1 — 0)J(v)
si et seulement si (VJ(v),u —v) < J(u) — J(v)
si et seulement si J(u) > J(v) + (VJ(v),u —v).

< J(u) = J(v)

Proposition 2 Soit J : H — R une fonction différentiable. Alors les propositions
suivantes sont équivalentes :

1. Jest fortement convexe
2.J — &||.||? est convexe
3.Vu,v e H, (VJ(v) —VJ(u),v —u) > allv—ul|

La troisieme propriété dit que J est a-elliptique.
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Preuve : Montrons I’équivalence 1 et 2. Comme J est fortement convexe on a
que J(Ou+ (1 —0)v) < 0J(u) + (1 —0)J(v) — $0(1 — 0)||u — vl |>.

Par conséquent,

J(9u+(1—9)u)—%\|9u+(1—9)u||2 < 9J(u)+(1—¢9)J(v)—%0(1—9)|\u—v||2—%H9u+(1—9)v|\2

Cependant, 6.J(u)
0(J (u) = 5ull?) +

avee Q(u,v) = (1 — 0)[[u — v[|* + [|fu + (1 = O)o||* — O] [u||* — (1 = O)|[v]]* = 0

1
Donc en posant g(.) = J — %|[.||* on a que g(fu+ (1 —0)v) < Og(u) + (1 —0)g(v)
d’ou la convexité.

+ (L= 6)J(v) = 50(1 = 0)|Ju — v[|* = §[|6u + (1 — O)v|* =
(1 =0)(J(v) = 5lI]* = §Q(u,v)

2

Ceci prouve la premiére équivalence.

La deuxiéme vient directement du fait que si g : H — R est différentiable, alors ¢
est convexe si et seulement si g(v) > g(u) + (Vg(u),v — u)

ou bien si et seulement si (Vg(v) — Vg(u),v —u) >0

D’ou la troisiéme propriété

(VJ(u) = VJIW),u—v) > allu—v|*

Théoréme 1 Soit J continue et fortement convexe, alors le probléme inf.J
u

possede une unique solution.

Preuve :
Existence :

Soit (uy,)nen une suite minimisante. On sait que J est fortement convexe, on peut
prendre 6 = 2 et on a l'existence d'un a > 0 tel que pour tout n, m dans N

Uy, + Uy, 1 1 o 2
< — — - — —
Cela nous donne :
= _ < = _ g " Pm il _g(Zn T Pm
glun = unl” < 5(J(un) = J(———)) + 5 (J(um) = J(——))

Cependant U est convexe. Il vient alors que “’”L% eu.

Par conséquent, J(%ftn) > Z?Z:L{fj

10



D’ou 1 |
Mt = | |? < =(J () — inf J) + = (J () — infJ)
8 2 u 2 u

Or on a que J(u,) —infJ — 0 quand n — oo et J(u,) —infJ — 0 quand
u u

m — oo car (u,), est une suite minimisante pour tout n dans N

Donc u,, — u,, — 0 quand n,m — +oo. Autrement dit la suite (u,),en est de

Cauchy et donc il existe une limite u € U telle que u,, — u quand n — +oo. Par

la continuité de J il vient que J(u,) — J(u) quand n — +oo. D’ou 'existence de

la solution.

Unicité :

J étant strictement convexe sur un ensemble convexe il existe alors au plus un
minimum global. En effet, si u; et uy sont deux solutions globales telles que uy # s
alors :

T(us) + 2T (ug) = J(up)

J(U1)+—J<U2) S 9

Or uy est aussi un minimum global. On a donc une contradiction sur J(uy) < J(u2)
et alors u; = us.

Proposition 3 (Inéquation d’Euler) Si J est convezxe et différentiable sur U qui

est conveze, alors x résout infJ si et seulement si (VJ(z),z —y) > 0.
u

Preuve : Soit € €]0,1] et y € U

Pour le sens direct : On se donne un € €]0,1] et y e Y. Onaxz +€e(y —x) € U

avec r qui résout inf.J. Par conséquent on a
U

J(x+ely —x)) = J()
En passant le J(x) de 'autre coté et en divisant par € on obtient :

J(x+ely—2x))—J(z)

€

>0

En faisant tendre € vers 0 on a que :

(VJ(z),y —x) =20

Pour le sens inverse :

Si J(z+e(y—z))—J(x)

> 0 alors pour tout x € U

11



J(y) = J(2) + (VI(2),y —x) = J(x)

Donc x résout infJ.
U

1.2 Controle pour un modéle elliptique

Dans cette section nous allons introduire une équation elliptique et nous allons
appliquer la méthode de ’adjoint. Le but est de démontrer qu’il existe une unique
solution au probléme de controle. Pour cela nous avons besoin de calculer 'équa-
tion adjointe qui nous permet d’obtenir les conditions d’optimalités de la fonction
cotlit de I’équation aux dérivées partielles grace au gradient de cette derniére.

Soit 2 un ouvert borné a bord régulier. On désigne par ||.|| la norme dans L?*(Q)
et (.,.) le produit scalaire associé a la norme. On désigne par U le sous-ensemble
convexe fermé de L?(2) comme étant la classe des controles admissibles.

On se donne deux fonctions, la fonction source f et z; la fonction cible. Toutes
les deux sont continues de L?*(€2). On considére 1'équation suivante :

y—Ay=f+v dans
y=20 sur OS2

La fonctionnelle cotit est définie de maniére suivante avec a > 0 :

1
J(©) = 5lly =zl + Sl

y est la solution de I’équation aux dérivées partielles qu'on veut trouver. z; est
la donnée cible, c’est-a-dire que c¢’est une observation réelle d’'un phénoméne phy-
sique. « est un coefficient donné et v est le controle qu’on chercher a optimiser.

La partie 1|y — z4||* représente une pénalité entre la solution y et la cible zy
mesurée avec la norme de L*(2). Le deuxiéme terme $||v[|* nous permet de ré-
guler le controle v et le coefficient permet d’ajuster cette régularisation dans la
fonctionnelle cofit.

Notre probléme consiste donc a trouver la paire (y, v) qui minimise la fonctionnelle
cotlit sous certaines contraintes.

Autrement dit on cherche & résoudre ian{ J(v)
VE
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Il s’agit d’un probléme basique de controle optimal pour les EDP. Résoudre ce
probléme de contrdle nécessite 1'utilisation des outils issus de 'optimisation. Par
conséquent, la résolution numérique de ces problémes passe aussi par les méthodes
d’optimisation. Ces méthodes peuvent étre par exemple la méthode de Newton,
de gradient projeté & pas fixe ou a pas optimal. Cela dépend en grande partie
des détails du probléme tels que la structure des contraintes ou l’ensemble des
controles.

Pour une équation linéaire elliptique l'existence et 'unicité des solutions peut
généralement étre déduite du résultat abstrait du théoréeme de Lax-Milgram. Dans
notre cas nous ferons la preuve de l'existence et de I'unicité de maniére explicite.

Faisons un rappel du théoréme de Lax-Milgram et du théoreme de régularité
elliptique.

Théoréme 2 (Lax-Milgram) Soit a(.,.) une forme bilinéaire continue et el-
liptique sur un espace de Hilbert H. Soit F une forme linéaire continue sur H.
Alors il existe un unique élément u de H tel que

a(u,v) = F(v)Yv € H

De plus st a est symétrique la solution du probléeme ci-dessus est 'unique
solution du probléme

inf J(v) avec J(v)= %a(v, v) — F(v)

veEH

Preuve : Par hypothése F' est une forme linéaire continue sur H. Par le théoréme
de représentation de Riesz, il existe un unique G' € H tel que pour tout élément
vde Hona F(v)=<G,v >.

De la méme maniére par la continuité de a pour u € H Papplication v — a(u,v)
est une forme linéaire continue sur H. Il existe donc un unique a, € H tel que
Yo e H, a(u,v) =< ay,v >.

Ecrivons A : u € H — a, € H. Il faut donc montrer qu’il existe un unique v € H
tel que Au = G.

Pour cela il suffit de montrer que A : H — H est bijective.

Premiérement pour u et v dans H et pour un A réel on a :

Yw e H, < A(u+ ), w >= a(u+v,w) = a(u, w) + Aa(v,w) =< Au+AAv,w >

C’est-a-dire que A est linéaire. De plus, on a la continuité de A. En effet, pour
tout u appartenant dans H

13



HAuH2 =< Au, Au >= a(u, Au) < C||ul|||A]|

De plus, puisque a est coercive on a instantanément pour tout v dans H

< Au,u >= a(u,u) > of|u||?

I vient alors que Ker(A) = 0. De plus Im(A) est fermée. En effet, si on pose
v, = Au, une suite de Im(A) qui converge vers v dans H on a alors :

o[ty = U |)? < A, Um) =< A(tp — U ), Un — Uy >< ||V — V]| [t — U]

Donc ol|u, — um|| < ||vn, — vm|| = 0 lorsque n,m — oco. En particulier (u,,), est
de Cauchy dans le Hilbert H donc converge vers u dans H. Avec la continuité de
Aona: Au=lim,eAu, =v € Im(A). Donc Im(A) est fermée.

Il nous reste & montrer que A est subjective. Pour cela on vérifie que (Im(A))*+ = 0.

Soit v € (Im(A))* alors :

0 =< Av,v >= a(v,v) > al|v||?

donc v = 0.

Par conséquent, puisque A est bijective on conclut qu’il existe un unique u dans
H tel que pour tout v dans H, a(u,v) = F(v).

Si a est symétrique alors par la coercivité que pour tout v dans H on a

J(u+v) = J(u) + a(u, v) — F(v) + %a(v,v) — () + %a(v, 0) > J(w) + 5 |l

Donc pour v # u J(v) > J(u), ce qui dit que u est I'unique minimum de J sur
H.

Sous réserve que le domaine €2 et les coefficients de 1’équation elliptique soient
suffisamment réguliers, la solution existe en un sens plus fort que celui fournit par
le théoréme de Lax-Milgram.

14



Théoréme 3 (Régaluarité elliptique)

Soit k € N et Q un ouvert de classe C**2(Q) avec a;; € CHL(Q) et c €
Ck11(Q). Soit f € H*(Q) et g € H*2(Q). Soit u € HY(Q) une fonction
telle que

Lu = fau sens de D'(Q); u—g € Hy(Q),
avec Lu = —div(AVu) + cu et A = (a;,j) pour 1 <i,j <d
Alors, uw € H*2(Q) et on a 'estimation

1wl grr2) < Cr([| Il me) + 9] mrr2(0))

ou ¢ ne dépend pas de f et de g.

Les théorémes 2 et 3 nous fournissent I'existence, 'unicité et la régularité d’une
équation. Cependant, dans le cadre du contréle optimal nous voulons minimiser
la fonction cotit. Pour cela il nous faut 'expression du gradient de cette derniére.
C’est tout l'intérét du théoréme qui va suivre, qui nous donne non seulement
I'existence et 1'unicité de la solution, mais aussi des conditions d’optimalités qui
nous sont utiles pour I’étude du controéle optimal.

A présent nous pouvons montrer le théoréme suivant ol la méthode de 1’adjoint
intervient pour résoudre le probléme du contréle pour 1’équation elliptique.

Théoréme 4 Le probleme du contrile in fueyJ (v) admet une unique solution
qui est caractérisée par le systéme suivant :

y—Ay=f+v dans

p—Ap=y—2zq9 dans @)
=0, p=0 sur  0f)

(p+av,v—u)>0 Yoel

Preuve : On commence par montrer que la fonctionnelle J est différentiable sur
L3 ().

Puisque 99 est C? par régularité elliptique avec kK = 0 f et v sont dans L*(Q)
— HY}Q)N H*(Q)
= y(x)

Par ailleurs, le terme fQ v2dz est différentiable car c’est un terme quadratique
en v qui est une fonction de x . Donc la fonctionnelle J est différentiable.

alors I'application est un isomorphisme différentiable.

15



Soit

1
10) = 5 [ wlo) = zalonPae + 5 [
2 Jq 2 /g
Pour simplifier les écritures on va écrire : y(z) = y,.
On pose pour tout v de L?(€2) :
1 5 1 )
J]-(U) =3 (yv - Zd(l')) d:l? et JQ(U) = — v dx
2 Ja 2 Jq

Calculons maintenant la différentielle. On se donne € > 0 et h € L?(1).

On a
Ji(v+eh)—Ji(v) 1

¢ 2

/(yv—‘reh — 24)* = (Yo — 2a)%dx
0

1
= 2_ /(yv—i-eh - yv)(yv-i-eh + Yy — QZd)dx
€Ja

Yv+eh —Yv
€

Posons z;, =

On a alors :

Ji(v+eh)—Ji(v) 1

; =5 /Q 0 (Yoteh + Yo — 22q)dx

Cependant, 1, ., résout le méme systéme que y, + €h, donc par unicité des solu-
tions dans H'(Q) on a que Yy = Yy + €h.

Par conséquent,

Ji(v+eh) —J 1 h
1('U € ) 1(1)) o /Zh(yy+€h+yv_22d) — /Zh(yv_zd+%)dx
Q Q

€ 2

En faisant tendre ¢ — 0 on obtient que

lim Ji(v+eh) — Ji(v)

e—0 €

= / 2n(yy — 2q)dx
Q

De la méme maniére on a que :

lim Jo(v + €h) — Jo(v) _ / ohdi
Q

e—0 €

Donc :
J(v+eh) — J(v)

lim = / 2n (Yo — 24) +a/ vhdz
e—0 € Q Q

On remarque que z;, résout 1’équation :
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f+(v+6h)—f—v:h dans )

€ (3)
zp, =0 sur 0f2

Zh —Azh =

On a alors pour 6 = yy4p — Yy — 2p, ON A :

d—Ado=f+@w+h)—f—v—h=0 dans (4)
0=0 sur  0f)

Donc par unicité, §(.) = 0, c’est-a-dire : yo1n = Yo + 21 + 0o(||1]| 21 )-

L*(Q) — HY(Q)

est continue.
h+— Zh

Montrons maintenant que I'application

On multiplie 'équation (2) par z, et on applique la formule de Green :

/zidx—/Azh zhdx:/hzhdac
Q Q Q

Ce qui nous donne :

/z,%d:c—i—/Vz,%dx:/hzhd:c
Q 0 0

Par Cauchy-Schwarz on a d’une part :

thl\ip(g)dwr/QIVthQd:cS [IAll2 @ [12n 1 )

Or d’apres I'inégalité de Poincaré on a l'existence de ¢ > 0 telle que :
cllznllfn < [[Vanllz2
Il vient alors que min(1, ¢)||zx||5: < Rl L2 |120] |11 (@)

Par conséquent, z, est continue et c’est la différentielle de y,.

Calculons maintenant le gradient de J. On a trouvé avant que

DJ(v).h = lim Jwteh) = J(v) = / 2n(Yy — 2q)dx + / vhdx
Q

e—0 € Q

Cependant, le terme fQ 2n(Yp—24) €st un mauvais terme puisqu’il n’est pas exprimé
en fonction de h. On cherche donc la différentielle par la méthode de I’adjoint.

L’équation adjointe est exprimée sous la forme suivante :
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p—Ap=G dans
Conditions au bord que I’'on va déterminer plus tard

On multiplie ’équation (2) par p et on fait l'intégration par parties :

/zhpd:c+/Vzh~Vpd:c:/hpdx
Q Q Q

On multiplie ’équation (3) par z, et on fait I'intégration par parties :

/pzhdx—i—/Vp-Vzhdx—/ @zhdaz/Gzhda:
Q Q a0 On Q

On choisit p = 0 sur 0f2 et on obtient alors :

/Gzhdx:/hpdx
Q Q

Or, on voulait calculer fQ zn (Yo — 24) dx, on obtient donc que G = y, — z4. Par
conséquent I’équation (3) devient :

(6)

p—Ap =y, — zgdans €2
p = Osurdf

Donc
DJ(U).h:/hp—i-ozvhdx
Q

Autrement dit, V.J(v) = p + av.

Remarquons que (VJ(v) = VJ(u),v — u)r2) > aflv — uH%Q(Q). C’est-a-dire que
J est fortement convexe, différentiable et U est convexe fermé. Donc le probléme
in fuey posséde une unique solution d’apres le théoréme 1. Cette solution est ca-
ractérisée par l'inéquation d’Euler :

Vueld (VJ(v),v—u)r@a = (p+av,v —u)rzq) >0

Ce qui conclut le théoréme.

Ce théoréme nous montre qu’on peut écrire des conditions d’optimalités grace a
I’équation adjointe que nous avons introduite. Cela nous permet d’avoir ’expres-
sion du gradient de la fonctionnelle cotit :
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VJ)=p+av

Et par conséquent d’avoir un unique controle optimal. Il est possible de généraliser
cette méthode a des formulations variationnelles plus générales.

On parle d’état adjoint car lorsqu’on pose notre équation avec p on fait intervenir
I’adjoint, au sens des distributions de 'opérateur qu’on considére. Bien évidem-
ment lorsque l'opérateur est auto-adjoint il n’est pas nécessaire de faire toute la
démarche précédente car I’équation adjointe en p est la méme que 1’équation d’état
en .

1.3 Partie numérique du contrdle optimal

Par la suite nous allons construire un algorithme qui va nous permettre de résoudre
I'équation (2) de fagon numeérique. L’objectif est d’avoir un code qui nous renvoie
explicitement la solution de notre controle optimal v.

A partir du théoréme 2 nous pouvons créer un algorithme de minimisation basé
sur la méthode de gradient a pas constant qui nous retourne le controle optimal
v. Avant cela, nous allons utiliser la méthode des différences finies qui va nous
permettre de résoudre de maniére numérique I’équation d’état y et I’équation ad-
jointe p. Commengons alors cette section avec quelques rappels sur les différences
finies.

1.3.1 Différences finies pour des problémes de type elliptique en di-
mension 1

L’objectif de la méthode des différences finies est de calculer une approximation
numérique des valeurs des dérivées d’une fonction.

Soit L > 0. En général on se place dans [0, L] que l'on discrétise a 1'aide de la
grille définie par ses sommets :

x, =nh avec n=0,.,Net (N+1)h=L

Avec h le pas de la grille.

On se place en 0 < z, < L avec 1 < n < N et on pose h = NLH On veut
approcher 'équation (2) par différences finies. Pour cela, on discrétise ’équation
(2) ainsi que les conditions limites. En notant y(z,) = y, et f(z,,) = f, on obtient

dans notre cas :
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h2

Y — Yn—1=2Yn+Ynt1 __ fn dans O (7)
Yn =0 sur OS2

Dans notre situation nous allons utiliser la formulation vectorielle des différences
finies.

On a alors un schéma qui est :

( Yo = 0
Y1 — yo—;Q1+y2 — fl
Yo — yl*fﬂ — f2
gy — L = fy ®)
i 72
YN — YN-1 }Z;Iév+yN+l — fN

\ yn+1 =0

En éliminant la premiére et la derniére équation substituées dans la deuxiéme et
avant-derniére équation on obtient alors le systéeme de N inconnue

AY = F
1 -1 0 0 0
‘;ﬁ ﬁ 1 2 1 0 0
avec Y = |, F= ) etA:% 0o -1 2 1 0 + Iy
UN fn 0 0 -1 1

1.3.2 Algorithme et résultats

On construit 'algorithme qui calcule le controle optimal de maniére suivante :

Algorithm 1 Trouver v optimal de y — Ay = f +v
Require: v° c¢U,e > 0,p >0, Res =1

while Res > ¢ : do
yF = AyF — f o

PP — ApF k- 2y

VL b = p(pF 4 awk)

Res + |[oFtt — 0¥,
end while
return ovFt!
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Il s’agit d’'une méthode de gradient a pas constant. A chaque itération on calcule
y*, p* et on met & jour v*. Cela nous permet de calculer le gradient & chaque
itération avec la solution de I’adjoint p* et le contrdle v*. Autrement dit, & chaque
itération on calcule VJ(v*) = p* 4+ av®. Avec le gradient on peut alors actualiser
la direction de la descente pour la méthode et donc se rapprocher d’une meilleure
facon du controéle optimal.

On se donne en entrée une fonction v°, un pas p > 0, une tolérance € > 0 et un

résidu res = 1. Pour résoudre y* — Ay* = f + vF et p* — ApF = y¥ — 2, dans
la boucle on utilise les différences finies. On calcule alors la nouvelle valeur du
controle v*+1 tout en vérifiant que le résidu est plus grand que la tolérance.

On décide de prendre N = 1000.

Pour tester notre algorithme 1 on va prendre comme source f(z) = sin(2mx) avec
xr € [0,1], 24(x) = sin(27x). On choisit une tolérance ¢ = 107°, a = 1077 et
p = 10.

Premiérement on vérifie que notre méthode des différences finies fonctionne. Avec
le terme source f(x) = sin(2rz) on s’attend & avoir la solution théorique

1

y(r) = ———sin(2rz)
14+ 4r
—8— solution y des differences finies — solution y des differences finies
—— solution theorique —— solution theorique
0.02 1 ik | 0.02 1 b
0.01 0.01
0.00 0.00
—0.01 —0.01
—0.02 —0.02
T T T T T T T T T T T T
0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0

FIGURE 1 — Solution théorique et la solution numérique qui est fournie par la
méthode des différences finies
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Erreur en norme L2 entre la solution théorique et numérique

0.002148115962847123

On observe que la solution théorique est bien approchée par notre méthode des
différences finies. Nous pouvons maintenant exécuter ’algorithme 1 pour chercher
le controle optimal de notre équation (2).

On décide de donner en entrée v°(z) = 3n%sin(27z) + vysin(287x) avec v = 1 et

B=1.

Le contrdle optimal que 'algorithme doit nous fournir doit étre égal a v(x) =
4m?sin(2mx).

40 — v optimal fournit par la méthode de gradient 40 1
—— v0 donné a l'entrée

—— controle optimal théorigue

—— v optimal fournit par la méthode de gradient
—— v0 donné a I'entrée
—— controle optimal théorique

30 4 30

20+

20 A

10 4

10 +

—-10

—-104

—20 4

—20 4

—30

—30

—40 1 —40 1

0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0

FIGURE 2 — Controle optimal numérique calculé par la méthode de gradient et
controle optimal théorique
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40 — 0
—— contrdle optimal v
30 - —— contréle v a la 50e itération
contréle v a la 100e itération
50 4 contréle v a la 200e itération
contréle v a la 500e itération
10 4
2
=
_10 -
_20 .
_30 .
_40 .

0.0 0.2 0.4 0.6 0.8 1.0

FIGURE 3 — Affichage des controles v a chaque étape d’itération de la méthode
de gradient

La figure 2 nous montre que le contréle optimal est bien approché par la méthode
de gradient décrit par I'algorithme 1. Par ailleurs on observe bien dans la figure
3 que la méthode fait converger les solutions au fil des itérations vers le controle
optimal. Puisque nous avons choisi f(z) = sin(2nz) et z4(x) = sin(2wx) on

s’attend & ce que la fonctionnelle J(v) soit proche de 0 au fil des itérations. En
effet, on a choisi @ = 107° et le controle optimal est v(x) = 4rx?sin(27z). 1l vient
alors que y(x) = sin(2mzx), c’est-a~dire que ||y — z4/[* = 0. Donc il reste que
J(v) = &|[4n?sin(2nz)| 2.

2
Or,
1
/ sin(2rx)?dr =[5 — ——2)p =
0 2

Par conséquent,

o 1
= —1 47~ .
J(v) 5 167" 5~ 0.0038
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Jiv)

[[v"~k+1-v~k|| en norme L2

—— Valeur de ] a chaque itération

T T T T T
200 400 600 800 1000
itération

o

FIGURE 4 — Valeur de J(v) a chaque étape d’itération

1.2

— résidu en norme 2 a chaque itération

1.0

0.8

0.6 7

0.4 7

0.2 1

0.0

T T T T T
200 400 600 800 1000
itération

o A

FIGURE 5 — Valeur du résidu a chaque étape d’itération
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On peut voir aux figures 3,4 et 5 que la méthode converge bien vers le controle
optimal.

C’est donc a travers I’étude du gradient de la fonction cotit que nous pouvons ap-
procher numériquement le controle optimal. C’est pourquoi introduire 1’équation
adjointe est nécessaire. En effet, cela nous donne des conditions d’optimalités qui
sont essentielles a I’étude théorique de la solution mais aussi un moyen de calculer
le gradient explicitement et donc pour notre algorithme de pouvoir mettre a jour
la direction de descente.

2 Reéduction de dimension

Dans cette partie nous allons résoudre le probléme de minimisation min.J(v) avec
v

J(v) = %Hy — zq|[* + $|v]|* en faisant une réduction de dimension.

En vertu du théoréme de Lax-Milgram pour notre équation aux dérivées partielles
elliptique (1) nous pouvons écrire grace a la formulation variationnelle a(y, ¢) =
F(p) avec les relations suivantes :

a(y,go):/gygodij/QVy'dex et F((p):/g(f—l—v)god:c

Les méthodes de réduction de dimensions pour les équations aux dérivées par-
tielles sont des techniques qui permettent de réduire les cotits des calculs liés a la
résolution numérique de problémes vivant dans une grande dimension. L’intérét
principal est d’étre capable de résoudre une méme équation mais en dimension
beaucoup plus petite que celle de départ et de garder les caractéristiques impor-
tantes de l’équation en question. Par exemple, si on a une équation avec une
fonction cotit sous contrainte, la contrainte doit étre vérifiée en petite et grande
dimension. Il faut étre capable d’appliquer une compression sur I’équation et de
projeter toutes les informations en basse dimension pour travailler dans le do-
maine réduit. Ceci nous permet de gagner un temps de calcul considérable quant
a la résolution de I’équation. Une fois la solution trouvée, il faut ensuite la décom-
presser, c’est-a-dire la projeter en grande dimension. Dans cette grande dimension
la solution doit vérifier ensuite les conditions de bords, les conditions limites etc.

Dans le cas de la méthode de gradient de 'algorithme 1 on peut voir qu’on ré-
sout beaucoup d’équations aux dérivées partielles duales et primales. Cela utilise
beaucoup de ressources en matiére de cotit de calcul, notamment si la dimension
est tres grande. Le principe des méthodes de réduction est d’extraire les données
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les plus pertinentes afin d’alléger ces cotits de calculs tout en ayant une bonne
approximation de la solution.

L’objectif est donc de construire un modeéle réduit ou les résultats obtenus dans
la dimension initiale restent valides. Pour commencer, nous allons étudier le cas
dans un contexte plus général. On considére donc le modeéle a(y, p; n) = F(p; 1)
avec 1 qui est un vecteur de paramétres issus du domaine 2.

On peut alors faire 'hypothése qu’il existe un sous-espace vectoriel vect(¢;) C R"
pour ¢ = 1,...,m avec m << n ou n est la dimension de notre probléme en grande
dimension. Par conséquent, on peut représenter les solutions en grande dimension
par des données vivant en petite dimension. On peut écrire ceci de la maniére
suivante a(y, ;) = a(Ym, @; 1), c’est-a-dire qu’on veut avoir y = Py, ou P est
I'opérateur qui relie la petite dimension a la grande dimension et ¥, la solution
en petite dimension.

2.1 Décomposition en valeurs singuliéres (SVD)

Avant de parler des méthodes de réduction nous allons introduire quelques no-
tions & propos de la décomposition en valeurs singuliéres qui nous seront utiles
dans les preuves plus tard. En effet, la SVD d’une matrice nous donne des in-
formations utiles telles que le rang, la norme ou bien les espaces nulles. Le plus
important dans la SVD est I'optimalité c’est-a-dire la méthode qui permet d’ob-
tenir la meilleure approximation de rang faible d’une matrice au sens de la norme
euclidienne. Puisque cette décomposition existe pour toutes les matrices, qu’elles
soient carrées, rectangulaires, singuliéres, nous pouvons utiliser les propriétés de
cette derniére pour obtenir une base POD.

Proposition 4 Pour toute matrice X € M, (R) il existe des matrices ortho-
gonales U € Mpom(R), V € My yn(R) ainsi quune matrice diagonale

Y =diag(oy,....,0p) € Mpyxn(R), p=min(m,n)

avec 0y > 09 > ... > 0p > 0

telles que
X=U0xv"

Ici on note par les 0;, i =1,...,p les valeurs singuliéres de X
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Proposition 5 Soit X = UXVT la décomposition en valeurs singulicres de X €
R™™ avec les valeurs singuliéres o1 > 09 > ... > 04 > 0g11 = ... = 0, = 0.

Pour k < d = Rang(X) on pose :

X, = UL, VT

ot Xy, = diag(oy, ..., 0k, 0,...,0) € R™*"™. On a alors :
1. Rang(Xy) =k
2.|1X = Xill2 = o1

X — Xi|lo= min || X — B||2

Rang(B)<k
La troisieme propriété nous dit que Xy est la meilleure approximation de X de
rang < k.

2.2 Meéthode POD (Proper orthogonal decomposition)

Cette méthode consiste a chercher des modes capables de donner la meilleure
représentation possible aux simulations qu’on se donne. On considére une matrice
de snapshots qui contient un nombre d’exemples issus de notre simulation. On
note cette matrice par X de taille n x d. L’objectif principal est de faire une
compression puis une décompression des données. Pour cela, on doit construire
un opérateur ®x qui nous donnera le décodeur (P ) et 'encodeur (®%). Ceci nous
permettra d’exprimer ®®%L X qui traduit une compression faite par ’encodeur
puis une décompression faite par le décodeur.

Définition 3 On considére la matrice de snapshots X € M, «q. La méthode POD
construit Uopérateur @ qui est solution du probléeme :

o min [IX — @@ XI5
avec la contrainte @10 = I, et ||.||r la norme de Frobenius.

Ce probléme revient a résoudre le probléme de minimisation de l'erreur de re-
construction apreés la compression et décompression. Cela nous méne au Lemme
suivant :

Lemme 1 La solution de l'opérateur @ € M,k est donnée par Ug qui sont
les K premiers vecteurs de la matrice U issue de la SVD de X = UXVT.
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Preuve : On considére la matrice de snapshots X. On fait la décomposition en
valeurs singuliéres

X=Uuxv"

On rappelle que X est la matrice des valeurs propres de X X7 et X7 X, la matrice
V la matrice des vecteurs propres de X7 X et U la matrice des vecteurs propres
de XX7T. Puisque les X X7 sont symétriques réelles, ses vecteurs propres sont
orthogonaux. Par le théoréme de la SVD la décomposition reste valide pour une
restriction aux K premiers éléments qui est la meilleure approximation possible
de rang K de la matrice X.

X K = U KZ KVK

Par conséquent on a :

n || X — B||% =X — Xkl||F
min |1X = Bt = |IX = Xxl}

Si on prend @ = Uk on a que grace a 'orthogonalité :

PP Xg = UxUp X = UkULU Sk Vi = Xk

Ce qui montre que Uk est la meilleure approximation de rang K de X. Par
conséquent Uk est la solution du probléme de minimisation.

2.2.1 Projection de Galerkin

Une fois que I'encodeur et le décodeur sont déterminés, il nous faut construire le

modele sur un espace réduit. C’est 1la qu’intervient la méthode de projection de
Galerkin.

On introduit le résidu : r(y, p; 1) = a(y, v; 1) — F(p; 1) et on veut que
r(y, ;1) = 0.
A partir de 14 on peut écrire le résidu réduit 7(y,,, ©; 1) = r(PxYm, ©; 1t)

Ceci nous permet d’écrire le résultat suivant :
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Définition 4 La projection de Galerkin est donnée par

y = argmin||r(n, o; p)ll3
nevect(¢;)

qui est équivalent a :

Y = argmin||F(nm, o3 1) |3

Nm ER™

Cela revient & trouver l’expression de notre dérivée sur les variables réduites. Le
but est alors de minimiser le résidu réduit. Un résidu nul signifie que ’approxi-
mation ne fait aucune erreur une fois incorporée dans l’équation. En pratique ce
n’est pas possible mais I'idée naturelle est d’essayer de minimiser le résidu issu de
notre approximation introduite dans I’équation aux dérivées partielles.

2.2.2 Application de la réduction a notre équation

On veut maintenant construire le modéle sur les données réduites de notre équa-
tion (1). Il s’agit d’un cas trés simple. L’intérét est de montrer efficacité de la
méthode.

On suppose que 'on a construit notre décodeur ®. En utilisant le résidu sur notre
équation on obtient r(y, f) =y — Ay — f —v.

On remplace y par son approximation affine on écrit y = Zf; a;¢0; = Pa. Par
conséquent en basse dimension y est représentée par a, Ay par Aa ou A est la
Laplacien réduit et v par a,.

Puisque nous avons choisi le terme source comme étant sin(27z) il est possible de
construire notre contréle v comme un élément vivant dans un espace de Fourier.
On peut alors choisir des fonctions sinus avec des différentes fréquences et des
coefficients qui varient entre —1 et 1 afin d’avoir une large gamme de choix pour
construire notre controle optimal.

On veut donc notre v écrit de la fagon v = a1 + asths + azhs + ashs + a5y avec
Yy = sin(2nx), o = sin(4dnz), Y3 = sin(6mx), ¥y = sin(8rx),s = sin(107x) et
les a; € [-1,1].

I1 nous faut donner I'expression de f,z; et de v dans la base réduite B = (¢, ..., ¢k ).
Pour cela on utilise la projection de Galerkin. On écrit :

K
s(f) = Z i
i=1
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ou Ilz(f) est la projection de Galerkin de f sur B.

Le but étant de trouver les (o, ..., af) tel que

K .
> o= f
i=1

Pour cela, on multiplie cette relation par les (¢, ..., ¢;) qui sont orthonormaux. Il
vient alors que pour tout i € {1, ..., K'}

< f>¢z >
el

On obtient de la méme maniere les o, qui sont la représentation de z; dans la
P . . 92 . _ 5 P .

base réduite B et v qui s’écrit donc o, = ) ,_; a;au, avec ay, la représentation de

1; en basse dimension.

=< f7¢i>

1 __
Oéf—

Par conséquent, grace a 'identité du résidu on a 7(a, ay) = r(Pa, Pay)

Ce qui nous donne :

K
a—Aa:af—l—Zaiawl.:af—l—av

=1

Cette relation est tout simplement 1’équation d’origine (1) mais projetée dans la
base réduite.

Ensuite, résoudre notre probléme min, 3 ||y — zal|* + §||v[|* revient & résoudre :

K

1 B 1 s

min lo—az |3+ 5 lal’ = min  Slla— o3+ Sllol
i=1

a1,a2,a3,a4,a5 2 a1,a2,a3,a4,a5 2 2

sous la contrainte « — Aa = oy + Zfil Oy, -
Pour simplifier les notations, on peut prendre g = 1.

Pour résoudre ceci on utilise les multiplicateurs de Lagrange et on obtient la
fonction :

K K
1 1
L(ay, az, az, A1, A, A1) = §||04 — ozl + 3 D ail +> - Aila — Aa — ap — aion,)
i=1 i—1

En dérivant par rapport aux a; et A\; on obtient :
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oL _ oL
Qai - i 8)\Z

=a— Ao — oy — a0y,

ceci nous méne a au systéme suivant :

{@i = )\ia% (9)

a—Aa —ay —ajay, =0

ce qui donne :

{a Oéwz (10)

oz—Aoz—ozf—/\ioz?m:O

Finalement on obtient :

a; = (o — Aa — ag) (o)™
{ N = (0 — Aa — ay)(ay,) (1)

On injecte les a;ay, dans I’équation réduite de J et on fait la minimisation sur a
ce qui nous donne :

1 1
Sl — sl + 51T = A)a — agl

On a

1 1
L(a) = 3 (aTa—aTazd—aZTda+aszazd)+5(aT(I—A)T(I—A)a—aT([—A)Taf—a?([—A)ajLa?af)
En faisant le gradient par rapport a o et en 'annulant on obtient :

o~ 50+ aly) + (T = A (1 — Ao+ (1~ Ay + af (I — A)

Ce qui donne

(4 (1= A7~ A= Lo+ aZy) + LT~ A)Tay +af(7 - 4)

d’ou

o= (T4 (1 = A)(T = A) ™ (50 + %) + (1 = Aoy +af(7 — 4)))
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donc,

a= T+ T—-A"—-A) " aa+ T - A ay)

Par conséquent on obtient :

= Z apyy = (I + (I = A)'(I = A)) (I = A)az, + (I = A)ay) — oy

. 1 2,1 2 :
En essayant de résoudre 3||a — a.q||5 + 5|[(I — A)a — ay||5 avec la méthode des
moindres carrés on obtient I’équation normale modifiée :

I+ -ATT-A))a=a,+ - A)Ta;

Et on se retrouve avec la méme solution.

Finalement, lorsqu’on prend en compte notre $ on obtient les solutions en dimen-
sion réduite suivantes :

a=(I+B(I—-A)"T—A) " (au+BI—A)Tay)

ay =Y agay, = (I+ B = A (I = A) 71 = A) (e, + B = A)Tay) — oy

=1

2.3 Partie numérique, observation et vérification

Dans cette partie nous allons mettre en oeuvre un code pour vérifier les résultats
théoriques obtenus dans la partie précédente. On rappelle rapidement qu’on a
choisi N = 1000 étant la dimension et h = N;H L’idée est d’avoir une matrice
de snapshots qui représente un espace de Fourier pour ensuite étre capable de
construire notre solution via une méthode POD. Pour cela nous allons procéder
de la maniére suivante : on va tirer aléatoirement des e; dans [—1, 1] pouri = 1,..,5

et on va poser

5

5
s = Zei sin(2rw; ) = Zé’i Yi

i=0 i=0
avec w; = 1,2,3,4,5. Ceci va nous permettre d’avoir des vecteurs S; pour j =
{1, ...,500} avec lesquels on va résoudre I’équation :

Uj —Au]' = Sj
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Ainsi on aura notre matrice de snapshots M, = [S1, .., S}, .., u1, .., uj, ...] de taille
1000x1000.

Algorithm 2 Construction de la matrice M,

ReqUire: 77Z}17 w% 7/}37 ¢4a ’QZ)57
for j =1,...,500 do
res =0
e; = random.uniform(—1,1,5)
for:=1,5do
res =res + ei;

end for

S; =res

Solve u; — Au; = 5,
M, = stack(s;, u;)
end for

return M,

Algorithm 3 Méthode POD
Require: Matrice de snapshots M

On applique la SVD & la matrice M

M=UxVT

On choisit les K premieres colonnes de U comme les modes POD :
QO =U(1:K)

return oy

A partir de cette matrice nous allons construire ® par la méthode de POD détaillée
ci-dessus et nous pourrons projeter I’équation y — Ay = f + v dans la base de ®
ce qui nous donnera notre équation réduite o — Aa = ay + .

Cela va nous permettre de calculer numériquement les solutions théoriques que
nous avons obtenues précédemment.

Premiérement, nous allons récupérer le controle optimal v que nous avons trouvé
avec la méthode de gradient et nous allons appliquer la compression avec ® pour
vérifier que le résultat théorique correspond au controle optimal compressé. On
vérifie donc qu’on a bien

= (I + B = A)"(I = A)) (I = A)la, + BT - A)"ay) — oy

Ensuite nous allons décompresser la solution théorique pour étudier la correspon-
dance avec le v optimal en grande dimension.
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valeur en log

Faisons une observation de notre code.

Lorsqu’on trace les valeurs propres de notre méthode de POD on observe qu’on
atteint 0 au bout de 2 modes.

—— valeurs propres —— valeurs propres
04 204

15 +

|
=
o

L

|
"
w
L

10 +

|
[
o
.

|
]
L%

L
u

|
w
=]

L

|
u
o
|

Modes Modes

FIGURE 6 — Affichage de la décroissance des valeurs propres

On choisit alors 2 modes pour construire notre ® et on observe que c’est bien une
matrice orthogonale :

On wvérifie gque phi est une matrice orthogonale

[[1.ee6088882+88 2.77555756e-17]
[2.77555756e-17 1.88600888:+88]]

Avec ceci on fait d’une part la compression de notre controle optimal v et d’autre
part on calcule numériquement notre «, théorique. On étudie ensuite la contrainte
a— Aa — ay — o, = 0 pour savoir si elle est vérifiée :

La contrainte avec le résultat théorique alpha_v:
[6.60800800e+088 2.27373675e-13]

La contrainte de v optimal compressé
[ 8.0806020082+88 -2.273736752-13]

On remarque que la contrainte vaut 0 ce qui nous laisse penser que notre com-
pression du controle optimal v ainsi que le calcul numérique de «, sont justes.
Observons les graphes de ces derniers.
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FIGURE 7 — Affichage du controle optimal v compressé et de la valeur théorique

Ay

Etant donné que les deux résultats correspondent, on s’attend donc a ce que «,
représente bien le controle optimal v lors de la décompression. On s’attend a ce
que a, corresponde a 47 sin(2m x) une fois décompressé.

— alpha_v théorique decompressé
—— controle optimal v

40 4

30 4

—— alpha_v théorique decompressé
—— controle optimal v

0.0 0.2 0.4 0.6 0.8 1.0

0.0 0.2 0.4 0.6

FIGURE 8 — Affichage du controle optimal v et de la solution «, décompressé

La figure 8 nous montre que la solution «, correspond bien a 472 sin(27 x) une
fois décompressé c’est-a-dire que a,@x = 4n%sin(2rx) = v avec v le controle

optimal.
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Finalement, & travers 1’étude de ’équation réduite nous avons réussi a retrouver
le contréle optimal. L’avantage de la réduction de dimension est 'utilisation des
ressources informatiques. En effet, les calculs sont beaucoup plus légers qu’en
grande dimension. Cela nous permet de gagner du temps de calcul mais aussi de
limiter I'utilisation des ressources. Dans notre cas nous avons di calculer la matrice
de snapshots qui était plus cotiteuse en matiére de ressources que la méthode POD
elle-méme. Cependant, ces données sont en général fournies et de trés grandes
tailles car elles sont issues d'une observation physique d’ou l'intérét de travailler
avec les bases réduites.

3 Apprentissage

L’apprentissage automatique est un domaine de la science qui repose sur des
réseaux de neurones artificiels. C’est un champ d’études qui se fonde sur des
approches mathématiques pour donner aux ordinateurs la capacité d’apprendre
et de s’entrainer & partir de données qu’on lui fournit. Autrement dit, cela permet
d’améliorer les performances des ordinateurs pour résoudre des solutions sans étre
explicitement programmeés.

On appelle un réseau de neurones profond les réseaux de neurones ayant la capacité
de regrouper et classifier les données stockées sur une base de données.

Les réseaux de neurones profonds sont efficaces pour fournir des approximations
précises pour les fonctions en haute dimension. Cependant, il est nécessaire de
posséder un grand nombre de donnée qui permettent aux réseaux de s’entrainer.
Ces données ne sont pas toujours accessibles. C’est pourquoi la difficulté aujour-
d’hui dans l'univers de I'ingénierie est de savoir ou tirer ces données manquantes.
Dans cette partie nous allons proposer la méthode Neural Galerkin qui se base
sur un schéma d’apprentissage profond qui génére des données d’entrainement
avec un apprentissage actif pour résoudre les équations aux dérivées partielles en
grande dimension. Pour cela, la méthode entraine le réseau tout en minimisant
le résidu en temps. Ceci permet de collecter de nouvelles données de maniére au-
tomatique tout en étant guidé par la dynamique décrite par les équations aux
dérivées partielles. Cette maniére de faire est trés différente des autres méthodes
d’apprentissage automatique. En effet, les autres méthodes visent & ajuster les
parameétres du réseau globalement dans le temps sans prendre en compte 1’acqui-
sition des données d’entrainement qui se forment au cours du temps.

Nous savons que les équations aux dérivées partielles sont utilisées pour décrire
la dynamique des systémes dans une grande variété d’applications scientifiques.
Un grand nombre de ces équations ne peut étre résolu en raison de leur nature
complexe. Les méthodes classiques numériques que nous connaissons sont bien
efficaces lorsque le domaine de la solution est de faible dimension. Cependant,
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lorsqu’on passe dans des dimensions plus grandes les cotits des calculs augmentent
avec un taux tres élevé.

Dans ce qui suit nous allons exposer une approche numérique pour les solutions
d’EDP en grande dimension. Pour cela nous développons des intégrateurs en temps
pour les équations aux dérivées partielles qui utilisent des réseaux de neurones
profonds pour représenter les solutions. Ensuite on met a jour des paramétres de
maniére séquentielle. Ces paramétres vont ensuite étre réutilisés pour construire
la solution approchée de notre équation aux dérivées partielles.

Faisons quelques rappels sur les réseaux de neurones.

Les réseaux de neurones sont une familles des fonctions paramétrées non-linéaires
que 'on utilise pour faire de 'apprentissage. Elles nous permettent d’obtenir des
résultats avec une grande précision pour les problémes en grande dimension.

3.1 Définition d’un réseau de neurones

Un réseau de neurones est une fonction paramétrique obtenue par composition de
fonction simple que 'on appelle des couches.

Définition 5 On appelle une couche la fonction L : x € R% — y € R4+ définie
par
Lijini(z) = o(Az +b)

Avec A une matrice réelle de taille d;,d;+q et () une fonction non-linéaire qu’on
appelle la fonction d’activation. Les coefficients A et b sont appelés paramétres
entrainables.

Définition 6 On appelle un réseau de neurones la fonction paramétrique Ny :
v €RE — y € R% définie par :

Ng(x) = Loy 0 ... 0 Liy1 0 ... 0 Ly jn ()

et 6 est l’ensemble des parametres entrainables.

On dit qu’'un réseau de neurones est totalement connecté s’il s’agit d’un réseau o
les matrices A sont pleines. On dit qu’une couche est cachée si elle ne concerne pas
I’espace de sortie. L’ingrédient principal des réseaux de neurones est la fonction
d’activation. Il en existe différents types et chacune est propre au probléme que
I'on a, c¢’est-a-dire & la condition initiale, de bords ou le domaine de la solution.
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3.2 Neural Galerkin

On se donne un domaine Q C R? et & un ensemble de fonctions oil u y appartient.
On veut observer I’évolution du champ u : [0, 00[xQ — R o la dynamique est
représentée par :

{&gu(t,x) = f(t,z,u) (t, 7)€ [0,00[xQ (12)

u(0,z) = up(x) z €

Le terme [ : [0,00[x§) x U peut représenter plusieurs équations comme par
exemple I’équation de la chaleur, de diffusion ou de transport. On supposera dans
ce qui suit qu’on aura les conditions de bords appropriées de sorte que 1’équation
(12) soit bien définie pour tout ¢ € [0, co[, que la solution existe qu’elle est unique
et qu’elle dépend contintiment de .

L’objectif est de paramétrer la solution u(t) comme étant U(6(t)) € U avec les
parameétres € © et U : © x ) — R.

Pour cela on utilise 'approche suivante u(t,z) = U(6(t),z) (t,z) € [0,00[x2
avec 0(t) qui est le vecteur des parameétres ajustables dans le réseau.

Il est possible que U dépende en 6(t) de maniére non-linéaire ce qui fait la par-
ticularité de cette méthode. Cependant, pour avoir une bonne représentation de
u(t,z) = U(0(t),z), (t,x) € [0,00[x €, c’est-a-dire que pour tout u(t) il existe au
moins un 6(t) € O tel que I'égalité est vérifice. On devrait alors avoir © qui est lui
méme un espace fonctionnel, donc qu’il soit potentiellement de dimension infinie.
Dans notre cas on va s’intéresser aux situations ot la représentation paramétrique
U dépend d’un paramétre de dimension finie.

Puisque nous n’avons pas accés a la solution nous avons besoin de controéler le
résidu en temps. En supposant que 0(t) est différentiable on peut injecter la solu-

tion U(6(t)) dans 'équation (12). On a alors 0,U(0(t)) = VU (0) - 0(t). Ceci nous

donne le résidu de la maniére suivante :

Tt(97 UB ZL‘) = VGU(ea $)77 - f(tv Z, U(Q)) (13>

Avec 7 : © x © x Q — R avec © l'ensemble des dérivées en temps de 6(t). Le
moyen classique pour controler le résidu est de le minimiser selon 7 € ©. On le fait
de maniére locale en temps c’est-a-dire on cherche 6(t) pour ¢t > 0 de la maniére
sulvante :
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0(t) € argminJy(6(t),n) (14)
neoe

avec la fonctionnelle cotit Jy(6(t),n) : © x © — R définie comme suit :

30,0 = 5 [ 1n0.n.0)Pdv(e) (15)

avec v une mesure positive a support dans €.

Puisque J;(6,n) est différentiable et convexe, le minimum de J; résout 1'équation
de Euler-Lagrange :

v, J(0(1), 6(t)) = 0 (16)

Il peut étre difficile de résoudre U (6(t), x) c’est pourquoi on pose le systéme d’équa-
tion différentielle ordinaire

(M(0)0 = F(t.6),6(0) = 6,
waiéwU@@®vwwwwv (17)

F@@:/wwmmmnwww

\

Ou ® désigne le produit extérieur et v une mesure ayant son support dans 2.
L’équation (17) sera la base des schémas numériques qu’on introduira plus tard.
U(0(t)) sera nommeée la solution de Neural Galerkin étant donné que (17) peut étre
dérivée en utilisant VoU(6(t)) comme fonction test et en utilisant la projection
de Galerkin par rapport au produit scalaire dans L?(Q, v).

3.3 Estimation de M (0) et F(t,6)

Pour un choix générique de paramétres U(f) les intégrales de I’équation (17) ne
peuvent pas étre calculées de maniére traditionnelle. En effet, lorsque 2 posséde
une dimension élevée il faut approcher les valeurs des intégrales par des méthodes
numériques comme celle de Monte-Carlo. Il s’agit de se donner un échantillon
{z;}1, distribué aléatoirement selon une loi de probabilité v et de calculer les
moyennes empiriques sur ces échantillons.
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On se donne une mesure de probabilité v informée par la solution U(6). On utilise
la solution U(f#) pour construire la maniére dont les échantillons {x;}, sont
attribuées. On a alors par la méthode de Monte-carlo :

M(0) = L5 VU (0, 2:) @ VoU(8, ;)
t

)
0) = LS, VoU(0,2:) f(t,2:,U(0)) (18)

F(t,

3.4 Discrétisation en temps

Maintenant que nous avons un moyen de calculer les intégrales de maniére nu-
mérique, nous pouvons approcher M («9)9 = F(t,0). On note par §* 'approxima-
tion numérique de (t;) avec t; qui sont définis de la maniére suivante : ty = 0,
tg41 =t + 0y, avec oy, > 0 un pas de temps.

Nous voulons & chaque pas de temps mettre & jour nos paramétres 8. Pour cela
nous pouvons le faire maniére explicite ou de maniére implicite. La maniére ex-
plicite s’écrit alors :

M(6%)6F = M(0%)0" — 8, F(t;,, 0%) (19)

Et la maniére implicite est :

M(@kﬂ)ﬁkﬂ = M(6F1)ek — 01, F(tir, 1) (20)

3.5 Architecture de réseaux de neurones

Maintenant qu’on posséde les outils pour mettre & jour les 6% et calculer les valeurs
des intégrales de (17) on peut utiliser 'apprentissage profond pour paramétrer
U(f,zx).

3.5.1 Calcul de U(0)

Pour résoudre ’équation (17) nous utilisons une architecture neurale avec une
couche cachée et m mode. En d’autres termes
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U@,z) = ZCiSﬁ(%wi,bz‘) (21)

=1

ou @ est définie comme 0 = (¢;, w;, b)), avec ¢;, w;, b; € R sont les paramétres du
réseau de neurones profond et ¢ : 2 x R x R est une fonction d’activation. Le m
dépend du nombre de fonctions d’activation que ’on choisit.

3.5.2 Exemple numérique de Neural Galerkin

Pour finir cette partie nous allons implémenter cette méthode. On se donne ’équa-
tion suivante :

Owu(t, x) = DOyyu(t, ) — adyu(t,z) dans|0,1]

u(ty) = exp(—i(x — aty — x9)?) (22)

2o

1
vV 27Tt0

Avec D le coefficient de diffusion et a l'advection. Dans notre cas nous allons
choisir D = 0 et a = 1. On obtient donc une équation de transport.

Il est possible de résoudre cette équation en utilisant les différences finies en temps.
Nous allons utiliser le résultat obtenu pour le comparer avec le résultat donné par
la méthode de Neural Galerkin. On obtient la solution qui est représentée dans la
figure suivante :

% solution numeérique initiale 351

solution initiale
—— solution numérique

—— solution numérigue

3.0

2.5

2.0

154

10+

0.54

0.01

T T T T T T T T T T T T T T T T T T
-1.00 -0.75 -0.50 -0.25 0.00 0.25 0.50 0.75 100 —1.00 —=0.75 —0.50 —=0.25 0.00 0.25 0.50 0.75 100

FIGURE 9 — Affichage de la solution de 'équation (22) par différences finies

La solution donnée par Neural Galerkin devra donc approcher la solution affichée
en bleu dans la figure 9.
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On choisit comme fonction d’activation la Gaussienne suivante :

1 (Zlf — bz)z
G(x, b, w;) = ¢ —_——
(@, w,) = cieap(—5 20
On pose alors le parameétre 0 = (¢;, b, w;)™,. On décide de mettre a jour les

0% selon le schéma explicite. Par conséquent, la solution de I'équation (22) sera
donnée par

U, x) = Z ¢iG(x, b, w;)
i=1

Il nous faut calculer le gradient par rapport a 6 pour étre capable de mettre a
jour les 6 décrit par la relation (19). Nous avons alors :

V. U0, ) > im G, biywi)
V@U(Q,I‘) - szU(0>x) - 221 %G(m’b”wz)
vsz(97x) Z:il MG(‘CC)bZawZ)

ws

On choisit le pas de temps ¢;, = 0.185. L’échantillon {z;}}; est distribué selon une
loi normale de moyenne nulle et d’écart-type 1. Observons les résultats obtenues
pour différentes valeurs de n.

e U theta

3.5 A solution exacte

3.0 7

2.5

2.0

1.5 1

1.0 A

0.5 1

0.0 1 - e e s -

FIGURE 10 — Affichage de la solution calculée par la méthode de Neural Galerkin
avec n = 500
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FI1GURE 11 — Affichage de la solution calculée par la méthode de Neural Galerkin
avec n = 1000
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FIGURE 12 — Affichage de la solution calculée par la méthode de Neural Galerkin
avec n = 2000
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F1GURE 13 — Affichage de la solution calculée par la méthode de Neural Galerkin
avec n = 5000

Puisque nous avons choisi une seule Gaussienne comme fonction d’activation on
pose alors m = 1 dans la relation (21). On remarque que la méthode Neural
Galerkin a tendance & approcher la solution lorsqu’on distribue plus de points
{z;}1_,. Ceci nous montre que malgré le fait d’utiliser une seule Gaussienne il est
possible d’approcher correctement la solution exacte qui nous a été fournie par la
méthode des différences finies.
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Conclusion

Dans cette étude nous avons analysé trois maniéres d’approcher une solution d’une
équation aux dérivées partielles. Chacune des méthodes est propre au probléme
qu’on se donne ou a I’équation qu’on considére. Dans le cadre du controle optimal
nous avons montré qu’il existe un moyen d’exprimer des conditions d’optimalités
d’une fonction cofit qui est associée a une équation aux dérivées partielles. Il s’agit
de la méthode d’adjoint. Le fait d’introduire I’équation adjointe nous permet de
calculer le gradient de la fonction colit et donc d’obtenir des conditions d’opti-
malités qui nous sont utiles pour déterminer le controle optimal. En effet, nous
avons utilisé une méthode de gradient & pas constant pour déterminer le controle
optimal de I’équation (1). Par conséquent, le gradient nous a été utile pour mettre
a jour la descente de la méthode. Ceci nous a permis d’obtenir une approximation
numeérique du contrble optimal.

Nous avons montré qu’il était possible d’approcher la solution du controle opti-
mal obtenue par la méthode du gradient en travaillant dans un espace réduit. La
particularité de la réduction de dimension pour les équations aux dérivées par-
tielles est la capacité de renvoyer une solution approchée de maniére précise avec
un nombre de données beaucoup plus petit qu’en grande dimension. Pour cela,
il était essentiel de bien projeter nos données dans notre espace réduit afin de
faire la minimisation de la fonction cotit dans cet espace. Nous avons décidé de
prendre une matrice de snapshots de taille 1000x1000 et de travailler avec une
méthode POD pour la réduction. Lorsque nous avons calculé 'opérateur ® 5 qui
permet de compresser et de décompresser nos données, nous avons pu extraire
I'information du plus petit nombre de modes nécessaires pour réduire notre mo-
déle, comme c’est montré dans la figure 6. Nous avons ensuite fait la compression
de notre modéle et nous avons calculé le controle optimal. Une fois le controle
optimal réduit décompressé, on trouvait le méme résultat que pour la méthode de
gradient. Le fait d’avoir travaillé dans un espace réduit nous a permis de gagner
du temps de calcul mais aussi de conserver les ressources numériques. En effet,
dans la méthode du gradient on résout beaucoup d’équations duales et primales
ce qui augmente le temps de calcul, notamment lorsque la dimension est élevée.

La derniére méthode pour résoudre des équations aux dérivées partielles se base
sur 'apprentissage profond. Nous avons discuté de maniére théorique du schéma
Neural Galerkin. L’intérét de cette méthode est de faire 'acquisition des données
et des simulations de maniére adaptative. Le systéme apprend la solution de 'EDP
en faisant évoluer une représentation d’une fonction non-linéaire qui est ajustée
a partir des points de donnée issus d’'un échantillon d’une mesure de probabilité
qui est informée par la solution. Cette méthode devient alors intéressante lorsque
nous travaillons avec un probléme en grande dimension. En effet, on peut écrire
I’équation (17) a la place de notre équation aux dérivées partielles. De la on peut
alors utiliser des méthodes d’intégration numérique basiques telles que la méthode
de Monte-Carlo pour approcher les intégrales M (0) = [, VoU (0, 2) @ VU (0, x)dv
et F(t,0) = [, VoU(0,x)f(t,z,U(6))dv. Ces approximations nous sont utiles car
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on décide de représenter la solution u(t,x) = U(0(t),x) avec 0(t) le paramétre
qui va évoluer en temps dans notre méthode. On décide alors de le mettre a jour
par la relation (19) et d’exprimer la solution de la maniére suivante : U(0,z) =
Yo Gz, b, w;), avec 0 = (¢, b;, w;)!™;. On a vérifié cette méthode en résolvant
I'équation (22). D’abord nous avons effectué une méthode de différences finies
en temps pour comparer avec la méthode Neural Galerkin. Nous avons pris une
seule Gaussienne comme fonction d’activation et donc m = 1. On a décidé de
distribuer les points {x;} ; selon une loi normale de moyenne 0 et d’écart type 1.
On remarque alors que la méthode approche correctement notre solution obtenue
par les différences finies.
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Annexes

Toutes les implémentions sont faites en python

#différences finies
def DF(n,f):

A = 2#np.eye(n)-np.diag(np.ones(n-1),1)-np.diag(np.ones(n-1),-1) + h**2*np.eye(n) #matrice A

Afo][o] =1
Af0I[1] =0
A[n-1][n-1]
A[n-1] [n-2]

I
O =

F

hxx2xf

y = solve(A,F) #on résout le systeme Ay=F

return y

#méthode de gradient a pas constant
def Gradient(x,J,grad_J, eps, rhs_f,zd, vO, kmax, alpha, pas):

I
—

res
k=0

Res = np.zeros(kmax) #matrice pour observer 1’évolution du résidu
J_plot = np.zeros(kmax) #matrice qui nous permet d’observer les valeurs de J & chaque étape
V_plot = np.zeros((kmax,kmax)) #matrice pour observer 1’é&volution du contrdle

while(res> eps and k<kmax):

V_plot[k] = vO
y = DF(N,rhs_£f+v0)
J_plot[k] = J(y,zd,alpha,v0)
p = DF(N,y-zd)
dk = -grad_J(p,alpha,v0O)#direction
v = vO + pas * dk
res = norm(v-vO0)
Res[k] = res
vO = v
k+=1
return y, p, vO, Res, -dk, J_plot, V_plot
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def psi(mesh):
psil = np.sin(2*np.pi*mesh)
psi2 = np.sin(2*2*np.pi*mesh)
psi3 = np.sin(2*3+*np.pi*mesh)
psi4 = np.sin(2*4*np.pi*mesh)
psib = np.sin(2*5*np.pi*mesh)

return psil,psi2,psi3,psi4,psib

#matrice de snapshots
def base_de_donnee(N,mesh):

psil,psi2,psi3,psi4,psib = psi(mesh)
Psi = [psil,psi2,psi3,psi4,psib]

u = np.zeros((N,500))
s = np.zeros((N,500))

for i in range (500):
res = np.zeros(N)
ei = np.random.uniform(-1,1,5)
for i in range (4):
res = res + eil[i]*Psi[il
s[:,i] = resl[:]
ul:,i] = DF(N,s[:,1i])

Ms = np.column_stack((s,u))
return Ms
#Méthode POD
def reduction_POD(snapshots,K_modes):
snap = snapshots
snap0 = cp.copy(snapshots)
ref = np.zeros_like(snapshots[:,0])
for i in range(0,snapshots.shape[1]):
snap[:,i]=snapO[:,i]-ref[:]
#on fait la décomposition SVD

U, s, _ = sp.linalg.svd(snap, full_matrices=False)

# Extraire les premiers K vecteurs singuliers de U
phi_K = U[:, :K_modes]

return phi_ K, s
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def Solve_Differences_Finis(v, nt, nx, s, D, a, tf, dt,x,x0):
dx =1/ (nx - 1)
Us = np.zeros((nt + 1, nx))
Us[0, :] = v.copy(O
Time = []
time = 0
k=0
t=1
exacte = []
while(time < tf):
un = v.copy()

for i in range(l, nx - 1):
v[i] = un[i] + D*s*x(un[i+1]-2*un[il+un[i-1])-a*s*dx*(unl[i]-un[i-1])

Us[t, :]
t = t+1
exacte.append(gaussienne(a,time,t0,x,x0))
time += dt

Time.append(time)

k=k+1

v.copy ()

return Us, k, Time, np.array(exacte)

def dU_x(x,t,a,b,w,x0):
e = np.exp(-(x-axt-x0)**2/(2x(t)))
return - (1/np.sqrt(2*np.pi*x(t))) * ((x-a*x(t)-x0)/(t)) * e

def dU_xx(x,t,a,b,w,x0):

e = np.exp(-(x-a*t-x0)*x2/(2x(t)))
return -(1/np.sqrt(2*np.pi*(t))) * (1/(t)) * e + 1/np.sqrt(2*np.pi*(t)) * ((x-a*xt-b)/(t))**2 * e
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def Gauss(x,c,b,w):
return c*np.exp(-(1/(2*w))*((x-b)*(x-b)))

def Grad_U_theta(x,c,b,w):
grad_ci = Gauss(x,1,b,w)
grad_wi = (x-b)*(x-b)/(wxw) * Gauss(x,c,b,w)
grad_bi (x-b)/w * Gauss(x,c,b,w)

Grad_theta = [grad_ci,grad_bi,grad_wil

return np.array(Grad_theta)

#calcul de M(theta) 1/n * somme_i~n Grad_Theta U(theta) x Grad_theta U(theta)
#calcul de F(Theta) 1/n * somme_i~n Grad_Theta * f(t,xi,U(theta))
def Mc(n,x,c,b,w,D,a,t,x0):

M_theta = 0
F_theta = 0
f=0

for i in range(n):

xi = x[i]

Grad = Grad_U_theta(xi,c,b,w)

ProduitExt = np.outer(Grad,Grad)

f = -D*dU_xx(xi,t,a,b,w,x0) + a*xdU_x(xi,t,a,b,w,x0)
M_theta = M_theta + ProduitExt

F_theta = F_theta + np.dot(Grad, f)

return np.dot((1/n),M_theta), np.dot((1/n),F_theta)
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def theta(D,a,t,c,b,w,it,n,delta_t,x,x0):

Theta = []
theta = np.array([c,b,w]) #theta_0
Theta.append (theta)

t.k =+t

M_thetaO,F_theta0 = Mc(n,x,c,b,w,D,a,t_k,x0) #calcul de M(theta_0)

for _ in range (it):
#calcul de M(theta_k) theta_{k+1} = M(theta_k)*theta_k - delta_tk*F(t_k,theta_k)
#theta_k = (theta - delta_t*np.linalg.inv(M_theta0)@F_thetal)
delta_theta = np.linalg.solve(M_thetaO, np.dot(delta_t, F_thetal))

theta_k =theta - delta_theta

t_k += delta_t #t_{k+1} = t_k + delta_tk

¢ = theta_k[0]
b = theta_k[1]
w = theta_k[2]

M_thetaO, F_theta0 = Mc(n,x,c,b,w,D,a,t_k,x0) #M(theta_k)

theta = theta_k
Theta.append (theta)
return np.array([Thetal)

#calcul de U(theta,x) = somme_{i=1}"n c_i G(x_i,b_i,w_1i)
def U_theta(theta,m,x):

U_thet = 0

for i in range (m):
theta[0,1i] [0]
thetal0,i] [1]
theta[0,1i] [2]
_thet+=Gauss(x,c,b,w)

o s T 0
1

return U_thet
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